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海面多尺度目标识别方法研究
曾亮1    许学龙1   郭银赛1  

上海大学计算机工程与科学学院 上海

摘要 海面多尺度目标识别旨在对图像中不同尺度的海面目标进行分类和定位任务。如何提取可鉴别的目标特征信息是多尺度目标识别的关键。目前多尺度目标识别模型大多是简单地融合从卷积神经网络中提取的金字塔特征，没有充分利用有用的特征并去掉冗余的信息。为解决这一问题，我们提出上下文感知的层次特征注意网络(CHFANet)来有效提取多尺度船舶目标特征。基于FCOS基准模型，我们提出的CHFANet由两个部分组成:上下文感知特征提取模块，用于提取丰富的多尺度上下文特征；层次特征融合模块，用于生成深度融合的注意加权特征。在船舶目标检测数据集Iship上，我们的CHFANet可以达到64.07%的mAP，具有较高的目标识别准确率。
关键词 目标检测, 特征提取, 视觉注意机制

Research about multi-scale target recognition on sea surface

Zeng Liang1   Xu Xue Long1  Guo Yin Sai1  

Abstract Multi-scale object detection on the sea surface involves classification and regression assignments of objects on the sea with variable scales from an image.How to extract discriminative feature information is a key point for multi-scale target recognition. Recent detectors simply fuse pyramidal features extracted from ConvNets, which does not take full advantage of useful features and drop out redundant features. To address this problem, we propose Context
Aware Hierarchical Feature Attention Network (CHFANet) to focus on effective multi-scale feature extraction for object detection.Based on fully convolutional one-stage objection detection (FCOS) framework, the CHFANet consists of two components: the context-aware feature extraction (CFE) module to capture rich multi-scale context features and the hierarchical feature fusion (HFF) module followed with the channel-wise atten
tion model to generate deeply fused attentive features.On ship target detection data set Iship, our chfanet can achieve 64.07% map, and has high target recognition accuracy. 

Keywords Object detection, Feature selection, Attention mecha- nism

引言

本次竞赛的任务是海面上多类船舶的多尺度目标检测识别。通过定位在图片中出现目标的位置（边界框坐标），识别每个目标示例的类别和属于该类的置信度。多尺度目标检测是计算机视觉领域的主要挑战之一，近几十年来得到了广泛的研究。事实上，目标检测是许多应用的基础步骤，例如人脸识别[4]，行人检测[5]和视频分析[6]等等。由于其强大的特征提取能力，基于ConvNets的检测器已被提出来提高目标检测任务的准确性[2，3，8]。然而，判别特征提取一直是多尺度目标检测的核心问题。

为了提取多尺度目标检测的有效特征，通常有两种解决方案。第一个是图像金字塔(图1(a))。由于图像金字塔方法在分析不同尺度下的特征时给人留下的印象，它已经被引入到基于深层CNNs的目标检测器中，如SNIP [7]和SNAPER[8]。然而，在这种策略下计算负担将会更大。第二个是特征金字塔(图1(b，c))。SSD[9]是使用金字塔特征层次的代表性方法之一(图1(b))。图1(c)示出了FPN [10]采用的特征金字塔，其使用自顶向下的体系结构来组合高级和低级特征图，以增加所有尺度的语义信息。与图像金字塔相比，特征金字塔模块的内存和计算成本更低，并且可以轻松集成到基于CNN的目标检测器中。

虽然特征金字塔取得了很好的结果，但由于多层特征图总是不加区分地融合在一起，因此仍然存在一些问题。不同图层的要素图和同一要素图层的不同特征具有不同的含义。更具体地说，来自深层的特征通常包含对对象分类有用的丰富语义信息。来自浅层的特征包含更多的空间结构信息，这对目标定位是有用的。考虑到这些，我们提出了一种新的特征金字塔(图1(d))，它通过融合来自不同层的特征获得多个语义特征，然后由分层特征注意模块产生一系列有区别的金字塔特征。
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图1 图像金字塔和特征金字塔。(a)图像金字塔:根据不同比例的图像独立计算特征。(b)SSD式特征金字塔:直接利用来自不同层面的氯化萘的特征地图。(c)FPN式特征金字塔:特征自上而下融合得到金字塔特征。(d)提议的特征金字塔:融合来自不同层次、不同尺度的特征，然后采用分级特征注意模块。

相关工作

2.1 目标检测

目前基于CNNs的目标检测框架大致可以分为两类:二阶段检测器和一阶段检测器。二阶段检测器首先生成一系列区域候选框，然后通过CNNs对其进行微调。R-CNN [13]是第一个采用CNNs进行目标检测的框架，需要为每个候选框提取特征，计算负担大。为了解决这个问题，Fast R-CNN [1]将整个图像发送到CNNs进行特征提取，得到一个没有额外特征缓存的端到端网络。为了进一步提高检测速度，Fast R-CNN[2]进行了一步创新，引入了RPN网络，该网络可以产生几乎耗时为零的区域候选框。FCN [3]将位置敏感分数映射引入到一个全卷积的网络中，以实现更精确的目标检测。

一阶段检测器能够在没有区域候选模块的情况下从单个CNN网络同时实现分类和回归。Overheat[16]应用一个多尺度滑动窗口的分类训练网络来预测对象边界框和分类。YOLO [17]将目标检测视为一项回归任务，它使用一个CNN网络直接预测目标的类别和位置。虽然YOLO的速度很快，但精确度仍然不够。为了进一步提高检测精度，提出了YOLOv2 [18]和YOLOv3 [19]。在最近研究中，RetinaNet[21]利用焦点损失函数来解决目标检测的类不平衡问题。

作为目标检测中最具挑战性的问题，如何在不同尺度上检测目标实例是近年来研究的热点。SSD [9]使用多比例特征映射来检测跨多个比例的对象。在SSD基础上，FSSD [20]在多层特征图中增加了一个特征融合模块，以提高多尺度目标检测的准确性。为了提取更有效的特征，FPN [10]通过融合不同的尺度特征来构建语义特征金字塔。然而，不同尺度的物体的表征能力仍然较低。在最近的工作中，通过研究感受野的影响，Li et al[26]提出了一种多尺度目标检测器，该检测器利用扩展卷积产生丰富的上下文特征，具有统一的表示能力。

2.2 注意力机制

注意机制已经成功地应用于知识发现和数据挖掘中的大量任务，例如姿态估计[22]和对象检测[25]。SENet [14]首先采用一个挤压和激励模块来捕获特征通道之间的相关性。MCA [22]将多重上下文注意机制结合到端到端的人体姿态估计框架中。为了探索自相似性，非局部网络[23]使用非局部模块来捕捉远处像素之间的相关性。基于非本地网络，GCNet [24]进一步构建了一个全局上下文网络，以有效地建模全局上下文。最近的研究中，PAGRN [25]通过顺序利用空间和通道机制，利用渐进的注意力引导的循环网络实现显著对象检测。

模型和方法描述
3.1 一阶段全卷积目标检测算法（FCOS）

一阶段全卷积目标检测算法（FCOS）是一种基于FCN的逐像素目标检测算法，实现了无锚点(anchor-free)、无提议（proposal free）的解决方案，引入了逐像素回归预测，多尺度特征以及center-ness三种策略，同时在召回率等方面表现接近甚至超过目前很多先进主流的基于锚框目标检测算法。FCOS直接对特征图中每个位置对应原图的边框都进行回归，换句话说FCOS直接把每个位置都作为训练样本。FCOS不需要锚框，通过消除预定义的锚框，避免了与锚框相关的复杂计算，例如在训练期间计算重叠等，并且显著减少了训练内存。更重要的是，FCOS还避免了设定与锚框相关的所有超参数，这些参数通常对最终检测性能非常敏感。FCOS算法凭借唯一的后处理：非极大值抑制（NMS），实现了优于以前基于锚框的一阶段检测算法的效果。
3.1.1 逐像素回归预测
FCOS算法对目标物体框中的所有点都进行边界框回归预测。如果位置(x,y)落入任何真实边框，就认为它是一个正样本，它的类别标记为这个真实边框的类别。我们回归的目标是(l,t,r,b)，即中心点和边框的left、top、right和bottom之间的距离。
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3.1.2 多尺度特征
为了解决真实边框重叠带来的模糊性和低召回率，FCOS采用类似FPN中的多级检测，就是在不同级别的特征层检测不同尺寸的目标。如下图2所示，FCOS包含backbone、特征金字塔、分类、中心度、回归几部分。FCOS算法使用了{P3, P4, P5, P6, P7}这五个尺度的特征映射。其中P3、P4、P5由主干CNNs网络的特征层 C3、C4、C5经过一个1*1的卷积得到的，P6、P7则是接着P5进行了步长为2的卷积操作得到的（相当于降采样）。最终对这五个尺度都做逐像素回归。
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图2  FCOS网络结构
3.1.3 Center-ness

由于FCOS算法使用了逐像素回归策略，在提升召回率的同时，会产生许多低质量的中心点偏移较多的预测边界框。基于此，使用一个简单而有效的策略center-ness来抑制这些低质量检测到的边界框，且该策略不引入任何超参数。center-ness策略在每一个层级预测中添加了一个分支，该分支与分类并行，相当于给网络添加了一个损失，而该损失保证了预测的边界框尽可能的靠近中心。对于给定的一个位置的回归目标的l、t、r、b而言，center-ness目标的定义如下所示：
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它可以被看做是一个软阈值，可以在网络训练的过程中学习得到，不需要进行调节。它用来降低距离对象中心很远的边界框分数的权重，这些低质量边界框很可能被最终的非最大抑制（NMS）过程滤除，从而显着提高了检测性能。

3.2 上下文感知特征提取模块
上下文信息对于多尺度目标检测具有重要意义。常见的模型通过使用最后的特征图或简单地连接几个特征层来学习对象的上下文特征，这不能有效地提取上下文信息。为了解决这个问题，如图3所示，我们使用扩张卷积来获得具有相同尺度但不同感受野的特征。然后，我们连接多接收场特征以生成上下文感知特征图。具体来说，CFE模块分别将VGG-16中的特征映射con 4-3、con 5-3和con 6-2、con 7-2作为输入。为了使输出特征包含尺度不变性的上下文信息，我们使用具有共享参数但不同扩张率的扩张卷积的并行分支，分别为CFEv1设置为3、5和CFEv2设置为2、3、5，以捕获丰富的多感受野特征。值得注意的是，我们仍然使用1 × 1 Conv来保留一些原始特征信息。然后，我们通过信道拼接将从三个不同的扩展卷积层和1 × 1 Conv得到的特征映射组合起来。由于得到的特征图维数过高，我们使用1 × 1 Conv进行降维和跨通道信息交互，最终获得丰富的上下文特征。
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图3 上下文感知特征提取模块的结构
3.3 分层特征融合模块
结合不同尺度的特征图有利于多尺度目标检测。然而，像SSD [8]这样的常见模型只是独立地利用金字塔特征来检测多尺度对象。这种策略没有充分利用不同级别的要素地图。更具体地说，来自深层的特征通常包含丰富的语义信息，这适合于对象分类。浅层特征包含目标空间结构信息和轮廓细节，适用于目标定位。因此，我们通过融合不同层次的特征来丰富特征，如图4(a)所示。与低层路径特征图相比,来自高级别图层的要素地图具有小分辨率，我们需要将不同比例尺的特征图转换为相同的分辨率。对于高级要素地图，我们使用双线性插值方法对要素进行因子上采样。对于低层要素图，相应要素图的通道维度减少1 × 1 Conv。在分别对高层和低层的特征进行批量归一化以减少内部协方差移位之后，我们利用级联操作和1×1 Conv来获得融合的特征图。不同图层得到的融合特征图都是粗糙的结果，有些关键区域和有意义的特征可能没有突出显示。因此，我们在融合的特征图上使用源自SENet [13]的通道式注意模型(图4(b))来提取更多的区别特征。注意力权重是通过使用全局平均汇集构造1 × 1特征向量并将其传递给两个1×1 Conv和sigmoid函数来获得的。通过逐通道关注，HFF模块可以有效地突出重要特征并减少不重要特征的影响。
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图4 （a）分层特征融合(HFF)模块。通过融合高层和低层特征生成具有多尺度语义信息的特征。

(b)通道式注意模型的图式。
3.4在现有技术上的创新之处
提出了一种用于多尺度目标检测的上下文感知层次特征注意(CHFA)方法，并将CHFA方法结合到FCOS框架中。CHFANet由两部分组成:上下文感知特征提取模块(CFE)和分层特征融合(HFF)模块以及通道式注意模型。上下文感知特征提取模块(CFE)捕获丰富的多尺度上下文特征，分层特征融合(HFF)模块跟随通道式注意力模型生成深度融合的注意力特征。如图5所示，在特征金字塔模块P3、P4和P5、P6后面分别加入CFE和HFF和attention。
我们在COCO格式船舶数据集上评估FCOS框架CHFANet。CHFANet可以实现64.07%的mAP，这在很大程度上改善了基线。此外，大量实验表明，CHFANet在精度上优于许多最先进的对象检测器。
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图5 在特征金字塔和Head之间加入CHFANet
实验结果

我们在COCO格式船舶数据集上进行了相应的实验。实验是以ResNext-101-DCN [19]为骨干网络，在ImageNet [22]上进行预处理。我们采用与FCOS相似的设置进行模型初始化和优化。我们使用系统Ubuntu18.04.1 、显卡Tesla V100-PCIE-32 GB、包管理器Anaconda进行实验。学习率首先设定为0.001，然后在17至22轮次时逐渐降低。对于SGD优化器，学习率设置为0.02，权重衰减设置为0.0001，而动量为0.9。默认批量大小设置为32，训练轮次总数为24，获得最大结果值可能在20~24 epoch之间（最后几轮结果可能上下浮动）。

在目标检测中常常应用NMS算法，其主要目的是消除多余（交叉重复）的窗口，找到最佳物体检测位置。但是NMS算法也会带来目标重叠难以预测，分类分数与IoU不匹配的问题，为了解决这种问题，我们采用SoftNMS 代替NMS。
为减少网络的过拟合现象，得到泛化能力更强的网络，训练时采用多尺度增广策略，参数设置:图像尺度为[800,480],  [1000,600], [1333,800], [1400,900]。
结论
我们提出的基于多尺度策略的海面目标检测方法将CHFANet结合到FCOS框架中，CHFANet所包含的上下文感知特征提取模块、分层特征融合模块和注意力机制能够更加有效地提取多尺度船舶目标特征。在船舶目标检测数据集Iship上，我们的CHFANet可以达到64.07%的mAP，具有较高的目标识别准确率。
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