                              2020 首届海洋目标智能感知国际挑战赛                            

2020年12月                      武汉理工大学乘风破浪团队                        2020年12月

                                  武汉理工大学乘风破浪团队                                    

                             2020 首届海洋目标智能感知国际挑战赛                             

技术报告
龙泽升1   潘诚伟2   郭俊东1
(1 武汉理工大学交通学院，湖北 武汉 430064;
2 北京科技大学计算机与通信工程学院，北京，100083)
摘要  在海洋目标智能感知国际挑战赛中，本团队对组委会提供的训练样本集进行了统计和分析，然后针对海洋目标特点，设计了一个海洋目标检测模型，并在骨干网络、特征重组、检测器、训练过程和测试过程对模型进行了改进和参数调整，通过公开测试集实验，本团队验证了各改进策略的有效性，最终，该模型在公开测试集上和盲测试集上分别取得了64.98和61.64的检测精度。
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Abstract  In the International Marine Image Object Detection Challenge, our team first analyzed the rules of the competition and the statistics of the data set, then designed and improved an object detection model for sea target , which has some innovation on backbone, feature fusion, detector, training process and test process, through the experiment, we verified the effectiveness of the improvement strategy, finally we got a high precision model, which has made the score of 64.98 in the open test sets and 61.64 in the secret test sets.
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1  引言

在移动互联网、大数据、超级计算、传感网、脑科学等新理论、新技术以及社会经济发展和国家安全强烈需求的共同驱动下，人工智能正加速发展，呈现出深度学习、跨界融合、人机协同、群智开放、自主操控等新特征。大数据驱动知识学习、跨媒体协同处理、人机协同增强智能、群体集成智能、自主智能系统将成为人工智能的发展重点。同时，人工智能已成为国际竞争的新焦点，世界主要发达国家把发展人工智能作为提升国家竞争力、维护国家安全的重大战略，加紧出台规划和政策，围绕核心技术、顶尖人才、标准规范等强化部署，力图在新一轮国际科技竞争中掌握主导权。我国也已充分认识到人工智能是引领未来的战略性技术和经济发展的新引擎，2017年7月国务院出台了新一代人工智能发展规划[1]，把人工智能发展放在国家战略层面进行系统布局、主动谋划，力图牢牢把握人工智能发展新阶段国际竞争的战略主动，打造竞争新优势、开拓发展新空间，有效保障国家安全，为我国经济发展注入新动能。
海洋是全球贸易的重要通道，也蕴藏着丰富的自然资源，是人类赖以生存和发展的重要战略空间。在人工智能加速发展的大背景下，海洋必将成为世界科技大国人工智能技术竞争的主战场之一。当前，世界主要船级社，如挪威船级社（DNV）、美国船级社（ABS）、中国船级社（CCS）等均发布了智能船舶规范；国务院出台的新一代人工智能发展规划将自主驾驶的无人船作为重点发展对象之一；2018年12月，工业和信息化部、交通运输部、国防科工局联合颁布了《智能船舶发展行动计划（2019-2021年）》。可见，开展我国自主知识产权的智能船舶相关技术研发已是一项刻不容缓的任务。

为加快建设海洋强国，提高海洋科技创新能力，推动人工智能等领域的新技术发展与转化应用，中国造船工程学会与哈尔滨工程大学等单位联合发起了“2020首届海洋目标智能感知国际挑战赛”，旨在围绕海洋智能装备科技与产业发展，以赛促建、以评促创，凝练关键技术共性问题，为智能船舶发展提供技术支撑。

智能船舶是指利用传感器、通信、物联网、互联网等技术手段，自动感知和获得船舶自身、海洋环境、物流、港口等方面的信息和数据，并基于计算机技术、自动控制技术和大数据处理与分析技术，在船舶航行、管理、维护保养、货物运输等方面实现智能化运行的船舶，以使船舶更加安全、更加环保、更加经济和更加可靠[2]。其中，智能航行是智能船舶的主要技术标志，它利用计算机、控制技术等对感知和获得的信息进行分析和处理，对船舶航路和航速进行设计和优化，借助岸基支持中心，船舶能在开阔水域、狭窄水道、复杂环境条件下自动避碰，实现自主航行。因此，对感知和获得的传感器数据进行有效地分析与处理是实现船舶智能航行的前提和基础，也将直接影响到后续决策和航迹规划的结果。本次比赛的内容主要围绕智能感知技术。

所谓智能感知是指利用智能船舶配备的传感器系统，如视觉传感器、雷达和AIS等设备获取船舶周围目标和自身的位置状态和目标类别等信息，为后续的决策和控制模块提供必要的基础信息[3]。

视觉传感器作为智能感知模块中最常见的传感器，具有部署方便、成本较低和获取信息丰富等优点，一直是智能感知中的重点研究内容。通过解析视觉传感器获取的数据，能获得丰富的环境信息，海上实拍图像如图1所示。
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图1 海上实拍图像
随着深度学习、神经网络等技术在计算机视觉领域的广泛发展和应用，针对海洋目标的目标检测技术作为船舶环境感知的重要组成，是未来船舶无人化和智能化的前提和基础，逐步成为当前智能船舶研究领域的新热点。
海洋目标智能感知国际挑战赛以智能船舶的海洋目标检测作为背景，意在推动国内外人工智能与智慧海洋技术领域研究热潮，搭建人工智能与智慧海洋的人才交流平台，加速智能技术在海洋领域的发展和应用创新，助力我国海洋强国建设。
2  模型设计思路
本团队参赛模型的设计目的是针对主办方提供的水面图像进行目标检测，并输出识别结果。通常，目标检测算法具有精度和速度相互矛盾的特点，由于比赛重点考察算法的精度，故参赛模型在设计过程中侧重于精度的提升，以期望在A榜和B榜上取得优异成绩。
在设计参赛模型的过程中，本团队首先对赛题进行分析，总结赛题的特点和难点，并制定针对性的网络模型选择方案和改进策略，最后通过一系列消融实验确定最优网络模型。

2.1 基础分析
获得赛题后，首先对赛题进行基础性的分析。
赛题的任务是检测六类海洋目标，分别是liner(邮轮)、container ship(集装箱船)、bulk carrier(散货船)、island reef(岛礁)、sailboat(帆船)和other ship(其他船)。我们对目标标签进行了可视化，六类海洋目标如图2所示。
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(a) liner(邮轮)                                   (b) container ship(集装箱船)
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(c) bulk carrier(散货船)                                (d) island reef(岛礁)

[image: image6.png]


    [image: image7.png]



(e) sailboat(帆船)                                   (f) other ship(其他船)
图2 六类海洋目标
在赛题中，存在目标密集且有遮挡的场景，如图3所示，假如不对其进行考虑，可能影响目标检测的精度。
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图3 目标密集且有遮挡的场景
由于比赛重点评估检测精度，因此，在选择模型时，可以侧重精度较高，但参数量和计算量较大的模型作为基准模型。
2.2 统计分析
通过基础分析，我们对比赛规则和比赛数据集有了一定的了解，还需要对数据集进行进一步的统计分析，从而为后续模型参数调整和策略选择提供支撑。
比赛主办方提供的训练集有9800张图像，公开测试集有1000张图像，盲测测试集有1500张图像，由于仅有训练集的标签文件而没有测试集的标签文件，我们对训练集进行了统计分析，以加深对比赛数据集的理解。
(a) 图像宽高比分析

对训练集图像的高度和宽度进行统计分析，如图4所示，横轴是图像宽度，纵轴是图像高度，红线为辅助线，代表宽度等于高度。
[image: image9.png]NEERRESLE D
2000 -

1750
1500

1250 - . o : N

1000

BREE

750

500

250

0 250 500 750 1000 1250 1500 1750 2000
BREE




图4 训练集图像宽高比分布
由图4可知，图像的大小分布较为散乱，从300*300到1200*1200均有较多样本分布，因此，需要对图像的大小进行归一化，以确保检测模型的检测稳定性。
同时，图像的宽高比分布也较为散乱，在图像大小归一化过程中，会对目标进行长宽比不成比例的缩放，从而改变图像中目标的长宽比，对模型的训练和检测造成影响，因此，需要对图像的宽高比进行归一化，以确保在图像大小归一化过程中目标长宽比不受到改变。
(b) 目标类别和尺度分析

对训练集图像中目标的类别和尺度进行统计分析，如图5所示。9800张图像中共有目标23542个，平均每张图像有目标2.4个。
由图5可知，各类别的目标数量有一定的差异，other ship类占比最大，达到了37.6%，超过了目标总数的1/3，container ship类占比最小，仅占有3.7%。从目标尺度的角度分析，大中尺度目标占比较多，小尺度目标较少，且小尺度目标多分布于island reef、sailboat和other ship这三类类间差距较大的类中。
从目标的类别和尺度分析，island reef和other ship这两类目标的分布较为特殊，可以在实验后期考虑使用专家系统策略，即对于这两类目标单独训练一个模型用于检测。
(c) 目标长宽比分析
对训练集图像中目标的长度和宽度进行统计分析，如图6所示，横轴是目标的宽度，纵轴是目标的高度。
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图5 目标类别和尺度分布                        图6 目标的长宽比分布

由图6可知，目标的长宽比分布较为散乱，既有较多宽度远大于高度的目标，也有较多高度大于宽度的目标，故基于锚框(anchor-base)类目标检测模型较不基于锚框(anchor-free)类目标检测模型应当更加有优势，且在使用基于锚框类目标检测模型时，需要设置较多的先验框radio，以期能够更好地覆盖目标的长宽比分布。
由图5和图6可知，数据集中大尺度目标较多，且island reef类和bulk carrier类目标尺度相当大，在目标检测过程中，一般需要提取较大感受野的特征图才能进行较好地检测。
2.3 赛题特点总结
通过对赛题的基础分析和统计分析，我们总结了赛题的六大特点和初步的应对策略：
第一，图像大小和长宽比不统一，需要进行归一化；
第二，目标尺度分布差异较大，大尺度目标占比较大，需要在设计模型时考虑扩大感受野；
第三，目标长宽比分布差异较大，需要设置较多的先验框anchor；
第四，类间目标差异较大，单一模型可能难以精确检测每个类别的目标，可以考虑专家系统；
第五，部分图像目标密集且有遮挡，需要对非极大值抑制(Non-Maximum Suppression，NMS)进行优化；
第六，赛题规则重点考察精度，且精度指标mAP的计算采用COCO数据集[4]标准，故在输出检测框时，分类置信度较低的框不应当被舍弃。
2.4 模型设计
通过对赛题的分析，我们得到了粗略的模型设计思路，并初步设计了一套海洋目标高精度检测模型。
为快速搭建模型和实现改进想法，我们选择了基于pytorch的mmdetection框架作为实验平台。Mmdetection[5]是香港中文大学和商汤科技联合推出的计算机视觉库，拥有众多的封装模型，便于快速进行实验。
按照阶段(stage)分类，目标检测模型分为两阶段模型和单阶段模型，按照生成检测框的方式分类，目标检测模型分为基于锚框(anchor-base)模型和不基于锚框(anchor-free)模型。通过前述分析，由于比赛侧重考察模型的精度精度且图像和目标的分布较为散乱，故采用两阶段基于锚框的模型。
在众多两阶段基于锚框的模型中，Cascade RCNN[6]以其优异的检测精度和稳定的检测效果，受到众多学者的喜爱，故本团队主要采用Cascade RCNN模型进行比赛。
通常，目标检测模型的设计可以分为五个部分，如图7所示。
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图7 目标检测模型的设计流程
骨干网络(Backbone)部分的主要作用是从输入图像中提取特征图，即建立输入图像与特征图间的映射。该部分本团队考虑使用ResNet[7]或HRNet[8]作为骨干网络，并采用可变形卷积(Deformable Convolution Network，DCN)[9]和空洞卷积(Dilated Convolution)[10]进行改进。
特征重组(Neck)部分的主要作用是整理骨干网络输出的特征图，从而为后续目标的检测提供语义信息更为丰富的特征图。该部分最常用的策略为特征金字塔(Feature Pyramid Networks，FPN)[11]，该策略对于模型多尺度检测能力的提升已被广泛证实，故本团队考虑使用特征金字塔策略，并采用基于语义信息的特征重组[12]技术进行改进。
检测器(Detector)部分的主要作用是在特征重组部分提供的强语义特征图上对目标进行检测。该部分本团队采用Cascade RCNN模型，并考虑使用在线难例挖掘(Online Hard Example Mining，OHEM)[13]进行改进。该部分是模型设计中最重要的，对模型检测效果影响较大的参数较多，通过赛题分析，本团队考虑在先验框设置、损失函数等方面进行参数调整以期获得更优的模型。
通过前面三个部分的设计，我们可以获得一个初始模型，但基于深度神经网络深度学习的模型其众多自学习参数需要通过训练寻找最优，故需要设计一个合适的训练过程使得模型的自学习参数最优。针对模型训练过程，本团队考虑使用SGD优化算法、学习率线性预热策略、多尺度训练策略[14]和混合精度策略[15]等，期望训练得到一个最优模型。
通过训练得到最优模型后，便可设计模型的测试过程，让模型对测试集的检测输出最符合我们的要求。针对模型测试过程，中本团队考虑使用多尺度测试策略、Soft-NMS[16]算法改进NMS部分、多模型融合、不舍弃低分框等策略。
3  模型详细设计
对于目标检测比赛，本团队首先根据前述的模型设计思路设计一个基准模型(Baseline model)，然后在骨干网络、特征重组、检测器、训练过程和测试过程这五部分提出改进策略，最后以控制变量为核心思想，通过实验确定各改进策略是否有效，从而得到最优模型。
3.1 基准模型设计
根据上一节确定的采用两阶段基于锚框模型的思路，本节我们团队首先设计了一个易于快速实现的目标检测模型作为基准模型（Baseline Model），基准模型的设计目的是为了验证各部分改进策略和参数调整的作用，故基准模型不必使用前述分析的各种改进策略，参数保持默认即可。

骨干网络部分采用ResNet101，ResNet通过残差结构能够使得网络的层数进一步扩大，从而提取更深层次的特征。
特征重组部分采用特征金字塔策略，以获得较好的多尺度检测能力。
检测器部分采用Cascade RCNN算法，参数保持默认设置。
在训练过程的设计中，优化算法为SGD，学习率为mmdetction标准学习率。
在测试过程的设计中，NMS部分保持默认设置，并仅输出置信度大于0.3的检测框。

基准模型框架如图8所示，完成基准模型的设计后，便可在骨干网络、特征重组、检测器、训练过程和测试过程这五部分中总结分析改进策略和参数调整手段，然后在实验中验证这些策略和手段的有效性，并最终获得一个最优模型。
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图8 基准模型
3.2 骨干网络改进设计
骨干网络作为模型组成中可学习参数量最多的部分，可以进行的改进较多，以下将介绍本团队在本次比赛中设计的骨干网络改进，并在下一节实验部分进行了验证。
(a)骨干网络选择
ResNet 101作为一种优秀的骨干网络，已经被广泛验证。但随着近年来卷积神经网络的快速发展，又出现了部分实验效果更为优异的网络，如ResNeXt和HRNet。ResNeXt[17]是ResNet和Inception的结合体，并采用了分组卷积(Group Convolution)。HRNet源于人体姿态识别，通过融合不同分辨率的特征图，提高后续检测任务的精细度。
为了确定对于本次比赛数据集表现最佳的骨干网络，本团队采用ResNet50、ResNeXt和HRNet作为ResNet101的改进，并进行了实验验证。

(b)可变卷积
对于同一物体，在不同场景或不同拍摄角度，存在着未知的几何变换，影响目标检测算法的特征提取。传统卷积使用规则的窗口进行卷积计算提取特征，难以应对目标的几何变换，如图9(a)所示。可变卷积通过给卷积采样点增加位置偏移量，打破规则窗口的束缚，能更好地适应目标的几何变换，如图9(b)所示。
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(a)传统卷积           (b)可变卷积
图9  传统卷积与可变卷积
在可变卷积中，为自适应获得卷积采样点的位置偏移量和位置幅值系数，在卷积过程中并联一层传统卷积神经网络，如图10所示。通过并联的卷积层，可变卷积能够自适应地获得卷积采样点的偏移参数。
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图10 可变卷积网络结构图
通过可变卷积的卷积采样点自适应偏移，骨干网络能增强其卷积过程对物体几何变换的适应能力，从而在复杂多变的水面图像中提取更加有效的特征。
(c)扩大感受野

根据对图5和图6的分析，我们得知存在相当数量的大尺度目标，需要大感受的特征图进行检测。
感受野代表卷积神经网络每一层输出的特征图上的像素点在输入图片上映射的区域大小。增加感受野的最便捷方式是使用空洞卷积，如图11所示。
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(a)普通卷积  (b)空洞卷积d=2  (c)空洞卷积d=3
图11 普通卷积与空洞卷积

图中，d代表空洞率，即两个卷积采样点间的间距，d=1代表普通卷积，d>1为空洞卷积。
3.2 特征重组改进设计
在特征重组部分中，基准模型采用特征金字塔策略，如图12所示，虽然特征金字塔策略已经被广泛认可，但仍有改进空间，近两年许多顶会论文也提出了对特征金字塔的改进。
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图12 特征金字塔

本团队采用的改进手段为基于语义信息的特征重组。在特征金字塔自顶向下的结构中，一般采用双线性插值上采样。双线性插值上采样仅通过像素点的空间位置来决定上采样核，感受野很小，并没有利用全局语义信息，是一种均匀的上采样方式．

为解决双线性插值存在的问题，有效利用单特征图的全局语义信息，自适应地进行上采样特征重组，本文使用基于语义信息的特征重组方法改进了特征金字塔，如图13所示．
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图13 基于语义信息的特征重组
由于采样核基于全局语义信息自适应生成，在上采样过程中，可利用已自适应习得的语义信息将特征图中的特征进行重组，从而输出具有强语义信息的特征图。

通过基于语义信息的特征重组，对获取的特征图进行全局感受野下的特征融合，使得提取的目标特征具有全局的视野和信息，从而提高水面图像的目标检测精度。
3.3 检测器改进设计
检测器部分可以使用的改进策略和进行调整的参数较多，具体包括如下三个方面：
(a)先验框参数调整
由图6可知，目标的长宽分布比较散乱，有必要对先验框的radio和scales进行调整，使先验框更好地匹配获得正样本，有利于训练获得性能更佳的检测器，同时更合适的初始化设置能使得训练过程更加平稳。

(b)RPN的IOU阈值调整
RPN网络在训练过程中会提出2000个左右的候选区域(proposals)，然后计算这些候选区域与真实框(Ground Truth)间的交并比(Intersection over Union，IOU)，通过人为设置交并比阈值将这些候选区域划分为正样本(Positive Sample)和负样本(Negative Sample)。Cascade检测器拥有三个RPN，默认阈值分别为0.5，0.6，0.7，IOU阈值参数的默认设置在COCO数据集上是最优的，但在该比赛数据集上不一定最优，可以考虑调整。

(c)在线难例挖掘
模型在采样过程中，容易产生样本不平衡现象，即负样本数量远大于正样本数量或简单样本数量远远大于困难样本数量。在两阶段算法中，比较容易出现的是后者，困难样本数量过少，因此，本团队考虑采用在线难例挖掘策略进行改进，如图14所示。
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图14 在线难例挖掘
由图14可知，网络架构有两个相同的RoI网络，其中(a)只可读，只对所有RoI做前向计算，(b)可读可写，对被选择的hard RoIs不仅做前向计算也做反向传播计算。
对于一次训练迭代，计算过程如下：先计算出特征图，(a)支路上的RoI网络对所有RoI执行前向计算并计算每个RoI的损失，然后选择hard RoIs。把这些hard RoIs输入到(b)支路上的RoI网络中执行前向前向计算和反向传播更新网络，并把可读可写的RoI网络的参数赋值给只可读的网络，一次迭代就完成了。

通过在线难例挖掘，可以提高困难样本数量，增加模型训练效果。
3.4 训练过程改进设计
(a)图片宽高归一化
“数据是模型的上限”，合理有效的数据处理手段能提高模型的性能。而本次比赛的数据集存在诸多特点，因而合适的数据处理手段必不可少。
由于图像宽高并不统一，且分布较为散乱，故图像宽高归一化非常有必要。
对图像的宽高比进行统一的目的是以免在后续缩放过程中改变图像中目标的长宽比。具体设计过程中，对于面积大于1200*1200的图像不进行处理，因为大图像长宽比接近1，且处理较为耗费资源，对于面积小于1200*1200的图像进行补零(padding)操作，即通过对图像的最右方或最下方进行补黑边，保证图像的长宽比为1，如图15所示。
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(a)原始图像
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(b)补零操作后的图像

图15 补零操作
图像宽高比统一为1后，对图像进行缩放就不会改变图像中目标的长宽比，减少对目标信息的损害。
通过对图像的宽高进行归一化，然后再对图像大小进行归一化不会改变目标的原始长宽比。

(b)数据增强
由前述分析可知，比赛数据集拥有9800张图像，样本数与COCO数据集相比差距较大。一般认为，合适的数据增强手段能对模型的训练起到较好的帮助。但数据集中有较多同一目标船舶在不同场景下的图像，且相较于需要检测的六个类别而言，平均样本数并不算少，故需要进行一定的数据增强技术来扩充新样本。
通过对六类目标的特点分析，本团队选择了翻转策略（Flip），同时，由于上下翻转会使得船舶倒立，与实际工程情况并不相符，因此在翻转策略中，本团队只使用水平翻转，保证新生成样本符合实际水平图片场景，水平翻转如图16所示。
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(a) 水平翻转前的图像
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(b) 水平翻转后的图像
图16 水平翻转
(c)多尺度训练
多尺度训练即在训练过程中，对输入图像进行随机缩放，然后送入模型中进行训练，以提高模型的训练效果。
由图4可知，比赛数据集图像的大小分布比较散乱，从300*300到1200*1200均有较多样本分布，故需要对图像大小进行归一化。一般来说，将图片适当放大后检测效果更佳，故本团队选择(800, 800)和(1200, 1200)作为多尺度参数，每轮训练时，随机将输入图像大小归一化为多尺度中的一个。
(d)学习率调整
不同的学习率策略适用于不同的数据集，mmdetection标准学习率对于COCO数据集是最优的，但对于比赛数据集不一定最优，故对于学习率的调整是有必要的。
学习率预热(warm up)策略是指在模型训练初期，由于参数初始化，模型较为不稳定，在给定迭代次数内学习率由0开始线性增加，直到达到预设学习率。学习率预热策略对于模型初始训练的稳定性是有好处的。
(e)混合精度
混合精度是指在模型训练过程中，中间损失和中间梯度等中间变量的存储类型由FP32变成FP16，以节省显存的占用，便于设置更大的批次（batch），以获得更好的训练效果。

使用FP16作为中间变量的存储类型后，由于小数点后位数的减少，可能存在部分极小的中间损失被忽略了，因此，本团队将所有中间损失乘以512，以缓解对部分极小中间损失的忽略，保证模型训练过程中的精确度。
3.5 测试过程改进设计
(a)调整检测框输出阈值
对于六类目标的检测结果，比赛重点评估其检测精度，且评估精度的标准采用计算机视觉领域大型公开数据集MS COCO的mAP计算标准，即精度由AP(Average Precision，平均精确度)和AR(Average Recall，平均召回率)组成，AP和AR的计算公式如下：
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其中，TP表示检测出真实目标的检测框数量，FP表示没有检测出真实目标的检测框数量，FN表示没有被检测框检测的真实目标数量，故TP+FP表示所有的检测框数量，TP+FN表示所有的真实目标数量。
AP是针对所有检测框的指标，AR是针对所有真实目标的指标，通过设置不同的交并比阈值，可以得到不同的AP值和AR值，MS COCO通过设置0.5至0.95间10个交并比阈值，得到了不同的AP和AR，并以此绘制AR为横轴，AP为纵轴的PR曲线，PR曲线下的面积即为精度指标mAP。
根据mAP计算规则，AR指标同样重要，因此理论上在输出检测框时，分类置信度较低的框不应当被舍弃，故调整检测框输出阈值是有必要尝试的，并通过实验验证其有效性。

(b)Soft-NMS

Soft-NMS是在非极大值抑制NMS基础上，改进了NMS对同一类目标多框重叠度超过阈值就删去多余框的处理手段，由删框改成了降低多余框的置信度，缓解NMS对密集和重叠的过度抑制。
Soft-NMS的降分公式有两种，分别为线性加权和高斯加权，一般来说，高斯加权效果要优于线性加权，故本团队采用高斯加权，降分公式如下：
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式中，
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表示分类置信度分数，
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表示两框间的交并比，σ为高斯降分公式的参数。
(c)多尺度测试
多尺度测试即在测试过程中，指定多个图片尺度，然后对输入图像按照给定的所有尺度较进行缩放，再送入模型中进行检测，最后将所有检测框进行汇总，得到检测结果。一般来说，多尺度测试能够提高模型的多尺度检测能力，对模型的检测精度有一定的提升。
(d)多模型融合
通常对于类间差异或样本间差异较大的数据集，单一模型难以达到对所有类别或样本的最佳检测，故需要训练多个模型，每个模型的侧重点不同，然后将多个模型的检测结果进行融合，以得到最佳的检测效果。
多模型融合的实现手段有多种，通过前述分析，本团队认为类间差异最为明显，尤其是island reef类和other ship类，这两类样本与其他类样本相比，差异较大，故对这两类单独训练一个模型，然后和主模型进行检测框融合，这种方式也被成为专家系统。
4  实验结果
4.1 实验准备
实验采用比赛主办方提供的训练集，共9800张。由于本团队拥有两台高性能计算机，故实验均在这两台高性能计算机上进行。第一台计算机的硬件环境为Intel(R) Core(TM) i7-8700 CPU@3.20GHz处理器、16GB内存、GeForce GTX 1080 Ti显卡、11G显存；第二台计算机的硬件环境为Intel Xeon(至强）E5-2680 CPU@2.80GHz处理器、32GB内存、GeForce GTX 2080 Ti显卡、11G显存。
为确保实验的统一和公平，本团队对两台计算机配置同样的软件环境，即Ubuntu18.04、python3.8、PyTorch1.6、torchvision0.7、mmcv1.1.3和mmdet2.4.0。
4.2 改进测试过程的验证实验
由于测试过程的改进想法最容易验证，除多模型融合外无需就改进策略单独训练一个模型，故首先对测试过程的改进设计进行实验验证。
训练一个基准模型，然后以基准模型进行实验，并以公开测试集的反馈结果作为评价标准。

(a)调整检测框输出阈值
基准模型对于检测框的输出阈值为0.3，我们对其进行调整，得到一系列结果，如表1所示。
表1 调整检测框输出阈值实验结果
	输出阈值
	公开测试集分数

	0.3
	53.46

	0.2
	54.3

	0.1
	54.6

	0
	54.9


由表1可知，调整检测框输出阈值为0的效果最好，也符合理论上的分析，该策略将被保留。
(b) Soft-NMS

对于Soft-NMS，以基准模型进行实验，未调整检测框输出阈值，实验结果如表2所示。
表2 调整NMS实验结果
	NMS算法
	sigma参数
	公开测试集分数

	NMS
	—
	53.46

	Soft-NMS
	0.3
	54.43

	Soft-NMS
	0.5
	55.2

	Soft-NMS
	0.7
	54.9


由表2可知，使用Soft-NMS较NMS有精度提升，且高斯降分公式中的sigma参数取0.5时效果最为明显。
(c) 多尺度测试
对基准模型设置多个尺度进行测试，且检测框输出阈值为0，使用参数最优的Soft-NMS，实验结果如表3所示。
表3 多尺度测试实验结果
	输入图像尺度
	公开测试集分数

	1000
	55.9

	600/1000/1400
	57.0

	400/700/1000/1300/1600
	56.7


由表3可知，使用多尺度测试能够提高精度，且多尺度参数选择600/1000/1400时提升最为明显。
4.3 改进骨干网络的验证实验
(a)骨干网络选择
对于骨干网络选择，本团队进行了对比实验，实验结果如表4所示。
表4 骨干网络实验结果
	骨干网络
	公开测试集分数

	ResNet50
	58.27

	ResNet101
	57.0

	ResNeXt
	56.48

	HRNet
	56.25


四个骨干网络中ResNet50表现最佳，较其余骨干网络有1分以上的优势，很有可能是因为比赛数据集样本数并不大，采用“笨重”的网络容易过拟合，使得检测效果不佳。
(b)可变卷积
ResNet50是由四层BasicBlock组成，对于最后三层BasicBlock，我们使用可变卷积替换原有的普通卷积，实验结果如表5所示。
表5 可变卷积实验结果
	可变卷积
	公开测试集分数

	不使用
	58.27

	最后一层使用
	59.64


由表5可知，使用可变卷积后模型精度有一定的提升。
(c)扩大感受野

对于ResNet50最后一层BasicBlock，设置卷积的空洞率为3，实验结果如表6所示。
表6 扩大感受野实验结果
	卷积空洞率
	公开测试集分数

	1
	59.64

	3
	60.64


由表6可知，扩大特征图的感受野队模型精度的提升有一定帮助。
4.4 改进特征重组的验证实验
使用基于语义信息的特征重组的实验结果如表7所示。
表7 特征重组实验结果
	Neck
	公开测试集分数

	FPN
	60.64

	FPN+特征重组
	61.36


由表7可知，使用特征重组改进特征金字塔对模型精度的提升有一定帮助。
对于骨干网络和特征重组这两部分，其作用是建立输入图像与用于检测的特征图之间的映射关系，故可以通过对特征图进行可视化，直观地分析不同模型在建立输入图像和特征图之间映射关系上的差异。分别选取基准模型和改进了骨干网络及特征重组的模型，对公开测试集中的一张图像进行特征图可视化，如图17所示。通过直观分析可知，(c)中特征图较(b)中特征图具与更好的语义信息，更利于检测器的检测。

[image: image29.jpg]



(a) 原始图像
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(b) 基准模型的特征提取                      (c)改进基准模型后的特征提取

图17 特征图可视化
4.5 改进检测器的验证实验
(a)先验框参数调整
对于先验框(anchor)的参数调整，主要调整先验框的长宽比(radio)，实验结果如表8所示。
表8  先验框参数调整实验结果
	Radio
	公开测试集分数

	0.5/1.0/2.0
	61.36

	0.4/0.7/1.0/2.0/5.0
	62.76


由表8可知，调整先验框的长宽比对模型精度的提升有一定帮助。
(b)RPN的IOU阈值调整
对于Cascade的RPN进行IOU阈值调整，实验结果如表9所示。
表9  IOU阈值调整实验结果
	IOU阈值
	公开测试集分数

	0.5/0.6/0.7
	62.76

	0.55/0.65/0.75
	62.39


调大Cascade的RPN进行IOU阈值并没有精度提升，故本团队放弃了对RPN进行IOU阈值的改进策略。
(c)在线难例挖掘
对于在Cascade检测器中使用在线难例挖掘策略，实验结果如表10所示。
表10  在线难例挖掘实验结果
	在线难例挖掘
	公开测试集分数

	使用
	62.51

	不使用
	62.76


使用在线难例挖掘降低了模型的检测精度，故放弃使用在线难例挖掘策略。
4.6 改进训练过程的验证实验
(a)图片宽高归一化
表11  图片宽高归一化实验结果
	宽高归一化
	公开测试集分数

	使用
	64.01

	不使用
	62.76


将图片宽高归一化后，在缩放过程中图像中目标的长宽比将不会被改变，模型精度提升明显。
(b)混合精度
表12  混合精度实验结果
	混合精度
	Batch
	公开测试集分数

	使用
	2
	64.13

	不使用
	1
	64.01


使用混合精度后，训练过程中的批次(batch)可调大，加速了模型的训练，对模型精度有轻微的提升。

(c)学习率调整
训练数据集中，存在对于同一目标相似场景的多张图片，这些图片可能存在重复，从而造成模型对于该目标的过拟合。故采用mmdetection标准学习率会对该训练集造成一定程度的过拟合，因此本团队对学习率进行调整。
表13  学习率调整实验结果
	学习率
	学习率预热
	epoch
	公开测试集分数

	0.0025
	
	12
	64.13

	0.0025
	√
	12
	64.23

	0.0015
	√
	12
	64.4

	0.0015
	√
	15
	64.57


使用学习率预热，理论上会使模型的初始训练更加平稳，从表13可知，对模型精度有微量提升。将学习率调低后，模型的精度反而有些许提升，验证了本团队的前述想法，但降低学习率后，增加3个epoch效果会更佳。
(d)多尺度训练
使用多尺度训练策略的实验结果如表14所示。
表14  多尺度训练实验结果
	多尺度训练
	公开测试集分数

	1000
	64.57

	800/1200
	64.9


由表14可知，多尺度训练对模型的精度提升有一定帮助。
(e)数据增强
本团队使用随机水平翻转的数据增强方式，水平翻转的概率为0.5，实验结果如表15所示。
表15  数据增强实验结果
	水平翻转
	公开测试集分数

	不使用
	64.9

	使用
	64.98


由表15可知，使用随机水平翻转能够轻微地提升模型的精度。
4.7 多模型融合实验
由于多模型融合实验比较复杂，需要采用同一套模型设计方案训练多个模型，故本团队将该策略放在最后部分进行实验验证。
首先，本团队设计了一个能检测六个类别目标的主模型和一个仅检测island reef和other ship这两类目标的专家模型，两个模型使用前面实验中验证过的改进策略。将训练集中liner、container ship、bulk carrier和sailboat这四类目标的标签改成背景，即可训练出仅检测island reef和other ship目标的专家模型。
得到训练完毕的主模型和训练完毕的专家模型后，首先让这两个模型对测试集进行推理，得到检测结果，然后对每张图片中每个类别的检测框进行融合，融合过程中以主模型的检测框作为基准，当辅助模型的检测框与主模型检测框的交并比大于0.7且两框类别置信度均大于0.2时才进行融合，融合时新检测框的位置坐标取两个模型检测框位置坐标的平均，分类置信度同样也取平均。对每张图片中每个类别执行上述融合操作后，即可得到多模型融合后的检测结果。多模型融合的实验效果如表16所示。
表16  多尺度训练实验结果
	模型
	公开测试集分数

	主模型
	64.98

	多模型融合
	64.4


使用本团队的多模型融合策略，并没有提高检测精度。经过分析，本团队认为，针对该比赛数据集，本团队所采用的多模型融合方式并没有调整至最优。但由于比赛时间的限制，很遗憾本团队并没有在该方向上继续深挖，寻找最适合该数据集的多模型融合策略。
4.8 最优模型总结

根据实验结果，本团队获得了一个在公开测试集上表现最佳的模型，总结如下：
骨干网络部分。采用ResNet50作为骨干网络，并使用可变卷积和空洞卷积改进ResNet50的最后一层BasicBlock；
特征重组部分，采用基于语义信息的特征重组改进特征金字塔；
检测器部分，调整先验框的长宽比为0.4/0.7/1.0/2.0/5.0；
训练过程部分，对图片宽高进行归一化，使用随机水平翻转的数据增强手段，调整学习率为0.0015，周期epoch为15，在初始的1000次迭代中使用学习率预热策略，使用多尺度训练，多尺度设为800/1200，使用混合精度策略，并调大批次batch至2；
测试过程部分，调整输出框置信度阈值为0，使用多尺度测试，多尺度设为600/1000/1400，并使用Soft-NMS对原有的NMS过程进行改进。
最终，本团队设计的最优模型在公开测试集上达到了64.98分，在盲测测试集上达到了61.64分。

4.9 模型创新点总结
训练集图像大小和宽高不统一，会对模型的训练造成较大影响。针对这一问题，本团队设计了图像宽高归一化和大小归一化策略，通过在图像右方和下方进行补零操作将图像宽高进行统一，然后在多尺度训练中将图像的大小进行归一化。通过图像宽高归一化和大小归一化，在训练过程中，目标原始信息得到了最大程度的保留，有利于模型的训练过程。
图像中目标几何变化丰富，且部分目标尺度较大，会对模型的特征提取造成阻碍。针对这一问题，本团队在骨干网络resnet50和特征金字塔上进行了改进。首先，利用可变卷积增加骨干网络应对目标几何变化的能力；然后，利用空洞卷积增加骨干网络的感受野，提高对大尺度目标的特征提取能力；最后，利用基于语义信息的特征重组改进特征金字塔，使得特征图具有更强的全局语义信息。通过这些改进，模型的特征提取能力得到了提升，从而为后续高精度的目标检测提供了支持。
5  结论
在海洋目标智能感知国际挑战赛中，本团队首先对比赛组委会提供的训练数据集进行了统计和分析，总结了比赛规则和数据集的特点；然后，根据比赛规则和数据集设计了一个基准模型和一套模型的迭代改进思路，在骨干网络、特征重组、检测器、训练过程和测试过程五个部分提出了改进和参数调整策略；最后，通过实验验证了各改进策略和参数调整手段的有效性，从而得到了一个最优的海洋目标检测模型，该模型在公开测试集上和盲测试集上分别取得了64.98和61.64的检测精度。
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