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摘要 随着深度卷积神经网络的快速发展，其在计算机视觉、

自然语言处理、语音识别等多个领域得到广泛应用。尤其是计

算机视觉领域，近年来在图像分类、目标检测、姿态估计、图

像分割和人脸识别等任务有突破性进展。本文的主要研究内容

就是基于目标检测网络对海上船舶目标进行识别与定位，并详

细介绍了本文所使用的目标检测模型的网络结构与原理。此

外，我们还提出并详细介绍了基于语义分割的海上目标数据增

强方法，并进一步提高了目标检测模型的性能。除此之外，我

们还对目标检测、数据增强等方法的相关研究做了简单介绍，

并在文章的最后对实验结果进行了介绍与分析。
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Marine object detection based on VFNet
and data augmentation

Sun Ke 1 Yong Winbin2 He Yuheng1

Abstract With the development of deep convolutional neural
network, it has been widely used in many fields such as computer
vision, natural language processing and speech recognition.
Especially in the field of computer vision, breakthroughs have
been made in tasks such as image classification, object detection,
pose estimation, image segmentation and face recognition in
recent years. The main content of this paper is to classify and
locate marine boat objects based on the object detection network,
and introduces the network structure and principle of the object
detection model used in this paper in detail. In addition, we also
proposed and introduced a augmentation method based on
semantic segmentation for the data set of boat objects, and further
improved the performance of the object detection model. Finally,
we made a brief introduction to the related research of object
detection and data augmentation, and analyzed the experimental
results at the end of the paper. .
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1 引言

近年来，深度卷积神经网络的迅速发展

使得目标检测受益极大，尤其是在视觉图像

方面，此类的目标检测算法更是层出不穷。

随着技术的成熟，其已经被广泛的应用到人

脸识别、无人汽车驾驶等领域。如果能够将

目标检测算法应用于海洋场景下船舶目标

检测，可以为海上航行人员的决策提供辅

助，同时减少人力的投入与航行成本。

在此次竞赛中，我们尝试了诸多目标检

测 模 型 ， 诸 如 FasterRCNN[6] 、

CascadeRCNN[26]、DCN[27]以及最近提出

的 DetectoRS[28]、VFNet[1]等，并在给定的

9800张船舶图像数据集上进行训练，最终在

VFNET 上取得了较好的实验结果。但众所

周知，基于深度卷积神经网络的目标检测模

型需要足够的标注数据作为训练集。而本文

所使用的训练集由于部分类别的实例数量

较少或多样性过于丰富使得其最终的检测

结果并不理想。基于此，我们提出基于语义

分割的海上目标数据增强方法，对指定类别

的船舶目标进行数据扩充，并进一步提高了

目标检测网络的性能。
1.1

2 相关工作

2.1 目标检测

目标检测是计算机视觉领域的一个主

要方向，其被广泛应用于工业检测、人脸识

别、智能视频监控、车牌识别等多个领域。

传统的目标检测算法主要依赖于人工选取

的特征来对物体进行检测。人工提取的特征

主要针对某些特定对象,比如有的特征适合

做边缘检测,有的适合做纹理检测,不具有普

遍性。近年来，随着深度卷积神经网络技术

的发展，基于深度神经网络的目标检测算法

成为了理论和应用的研究热点。

目前比较流行的目标检测模型可以根

据是否使用 anchor box分为两大类。

首先，基于 anchor的目标检测模型在特

征图的每个位置设置 anchor box，并预测每

个 anchor box中存在目标的概率，通过调整

anchor box的大小以匹配目标。这类网络又

可以细分为两大类：One-Stage 目标检测算

法与 Two-Stage 目标检测算法。其中，

One-Stage 目标检测算法不需要候选区域

（Region Proposal）阶段，其只需要一个阶

段直接产生目标物体的类别概率和位置坐

标 值 ， 比 较 典 型 的 算 法 有 SSD[7] 、
CornerNet[2] 以 及 YOLO[3] 系 列 等 。 而

Two-Stage 目标检测算法将检测问题划分为

两个阶段：第一个阶段首先产生 Region
Proposals，包含目标大概的位置信息；第二

个阶段对候选区域进行分类和位置精修。这

类算法主要包括 R-CNN[4]、Fast R-CNN[5]、
Faster R-CNN[6]等经典模型

相比于基于 anchor 的方式，不使用



anchor 的检测算法不需要具体设计适合检

测目标对象的 anchor box，这在近期引起了

大众的广泛关注。这类方法也可以细分为两

类。其中一种将目标检测问题定义为关键点

或语义点检测问题包括 CenterNet[22]、
ExtremeNet[23]等。另一类与单阶段使用

anchor检测的方式类似，但并不使用 anchor
box，而是将特征金字塔上的每个点分类为

前景或背景，直接预测前景点到真实包围盒

四周的距离，从而进行目标检测。如

DenseBox[24]引入了一个全卷积神经网络来

大幅提高效率；FCOS[25]将目标边界框内的

所有点都当作正样本，并检测所有正样本点

以及从任一正样本点到边界框的距离；而本

文所使用的 VFNet[1]正是基于 ATSS版本的

FCOS所搭建的。

2.2 数据增强

数据增强算法可以有效增加现有数据

集的规模及多样性，同时能够减少数据标注

的工作量并降低成本。对于目标检测模型本

身来说，数据增强也可以增加模型的鲁棒

性，减少模型的过拟合。

传统的数据增强方法通常是对图像进

行几何变换，比如水平翻转[6]、多尺度策略

[7]、补丁裁剪[8]等操作，或者是对图像进行

颜色变化，以改变原始图像的几何空间或颜

色空间。之后，提出了更复杂的图像变换，

比如对图像中的内容进行随机擦除[9]、遮挡

图像中的一部分或混合两个甚至多个图像

[10,11]。还有一部分工作借助于合成图像来

扩充数据集，比如借助于生成对抗网络所得

到的生成图像[12,13,14]或在 2D、3D场景中

得到的实例渲染图像[15,16,17]等，但由这些

方法所得到的数据与真实数据存在明显的

域间隙，使得基于这些数据训练的模型很难

推广到真实数据上，因此有效应用于目标检

测。最近，基于剪切粘贴的一系列方法[18，
19，20，21]被提出，其通过剪切目标实例并

将其粘贴到适当的背景图像上来增强训练

数据集。而本文所提出的数据增强方法正是

基于该类方法进行的改进。

图 1 VFNet网络结构

3 模型和方法描述

3.1 模型和方法原理

本文主要使用的目标检测模型是基于

ResNeXt101为 backbone的 VarifocalNet（简

称 VFNet）网络，同时使用了可变形卷积网

络（Deformable Convolutional Networks，简

称 DCN）。以下是 VFNet网络结构与原理



的简单介绍。

在目标检测任务中，非极大值抑制

（Non-Maximum Suppression，简称 NMS）
需要依据候选检测目标的排序来进行筛选

框，因此这个排序的可靠性就非常重要。之

前的工作主要采用 IOU分支（IOU-Net）与

Centerness得分（FCOS）来作为大量候选检

测的排序依据。VFNet提出了一个可以同时

表示目标存在和定位精度感知的分类得分

IACS，实验证明了这是一个更优的候选框排

序依据。其提出了新的 Varifocal loss函数，

来训练密集物体检测器使 IACS 回归，并设

计了一种新的高效星形边界框特征表示法，

用于预测 IACS 得分并改进边界框。最后，

VFNet还提出了一种基于 FCOS架构的新型

密集目标检测器，以利用 IACS 的优势。

VFNet的网络结构如图 1所示，它的骨

干网络与 FPN和 FCOS相同。不同之处在于

探测器的头部结构，VFNet头由两个子网组

成。其中，定位子网进行边界框回归和细化。

它从 FPN的每一层获取特征映射作为输入，

首先通过三个带有 ReLU 激活的 3*3 卷积

层，生成具有 256个通道的特征图。定位子

网的一个分支再次卷积特征映射，并输出表

示初始边界框每个空间位置的 4 维距离向

量。给定初始盒和特征映射，另一个分支对

9个特征采样点使用星型可变形卷积，产生

距离缩放因子，将缩放因子乘以距离向量，

生成精细的边界框。

另一子网负责预测 IACS，其具有与用

于细化操作的分支相似架构。该子网输出每

个空间位置带有分类数元素的向量，每个元

素的值联合表示目标的置信度和定位精度。

图 2 数据增强示意图

3.2 基于语义分割的数据增强方法

基于以上模型，我们提出了基于语义分

割的船舶目标数据增强方法，如图 2所示。

我们将训练集中的各类实例分割标注并剪

切出来，构建实例库，并对部分图像进行语

义分割，将海面语义分割出来，并将其作为

背景图像，然后将实例库中的实例粘贴于任

意背景图像中的海面上，从而生成新的图像

样本，并将其用于以上模型的微调。

数据分析。在此之前，为更有目的性地进行

增强，我们首先将训练集分为训练集与验证

测试集，以分析各类别的检测结果，同时对

实例数量进行分析，分析结果如表 1所示。

如表所示，我们发现其中 island reef、
sailboat、othership等三个类虽然实例数量居



多但检测结果却较低，而 container ship、liner
的虽然实例数量较少但检测结果却都在

0.750 以上。对于后者，我们认为依然有增

强的必要，以进一步提高其检测结果。对于

前者，我们通过数据对比发现，这三类目标

较差的检测结果可能是由于实例目标过小

以及多样性过于丰富导致的，进而使得目标

检测模型难以学习其特征。而本文所提出的

基于语义分割的海上目标数据增强方法能

够有效增加目标实例的小尺度目标以及实

例的位置、尺度等多样性。因此，我们也对

这三类数据进行了增强。

表 1 训练集各类实例的数量及准确率分析

分割标注。在对数据集分析过后，我们分别

对 island reef 、 sailboat 、 othership 以 及

container ship、liner 等类别进行增强。在此

之前，我们还需对实例图像进行实例分割标

注以及对背景图像进行语义分割标注，如图

3所示。我们共对 389张背景图像进行语义

分割，并分割实例 island reef 250 个、other
ship 247 个、sailboat 114 个、container ship
100个、liner 100个。

增强数据。通过语义分割与实例分割标注，

我们得到充足的背景图像库与实例库。我们

可以通过将两者进行任意组合，得到大量生

成的增强图像，如图 4所示。

4 实验结果

本次比赛模型训练基于 mmdetection2.7
框架，具体的训练细节如下：首先，初始学

习率 1e-2，训练 16个 epoch后衰减至 1e-3，
20 个 epoch 后衰减至 1e-4，直至训练至 24
轮，其中在 21轮得到最佳检测结果。因此，

我们将模型在第 21 个 epoch 所得到的检查

点上进行微调，而微调所使用的数据集则只

使用上述增强的数据集。最后，我们使用训

练命令进行训练，训练至 6个 epoch后，取

得目前最优的 mAP值 65.0。

图 3 语义分割标注与实例分割标注示意图



图 4 增强图像示意图
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